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背景简介

• 预期收获
– 1. 了解网络表示学习基本思想

– 2. 理解SDNE的算法原理

– 3. 了解网络表示学习的应用
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背景简介

• 网络表示学习用来做什么?  网络嵌入 or 图嵌入
– 网络表示学习算法负责从网络数据中学习得到网络中每个节

点的向量表示, 之后这些节点表示就可以作为节点的特征应

用于后续的网络应用任务，如节点分类、链接预测等。
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背景简介

• 有哪些网络表示学习方法？
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网络表示学习

基于矩阵特征向量

基于简单神经网络

基于矩阵分解

基于深层神经网络

基于社区发现

局部线性表示
Laplace 

Eigenmaps
有向图表示

DeepWalk LINE

GraRep 

SDNE

BIGCLAM

保存特殊性质的网络表示 HOPE CNRL

SDNE(Structure Deep Network Embedding)
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基本概念

• 基本概念
– 图

– 一阶相似度

– 二阶相似度

– 网络嵌入（Network Embedding）

– 深度编码器

– 拉普拉斯特征映射(Laplacian Eigenmaps)
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基本概念

• 图
– 将网络记为图𝐺(𝑉, 𝐸)，其中𝑉 = 𝑣1, 𝑣2, ⋯ , 𝑣𝑛 是节点集合，

𝐸 = 𝑒𝑖𝑗 𝑖,𝑗=1

𝑛
是边的集合，𝑒𝑖𝑗表示节点𝑣𝑖和𝑣𝑗之间的边。
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基本概念

• 一阶相似度
– 图G的邻接矩阵定义为𝑆 ∈ ℝ𝑛×𝑛，包含与每个边相关的非负

权重：𝑠𝑖,𝑗 ≥ 0。如果𝑣𝑖和𝑣𝑗没有相互连接，则𝑠𝑖,𝑗 = 0。

– 邻接矩阵𝑆中的一行 𝑆𝑖 = 𝑠𝑖,1, 𝑠𝑖,2, ⋯ , 𝑠𝑖, 𝑉 表示𝑣𝑖与其他顶

点之间的一阶相似度。如果权重𝑠𝑖,𝑗 > 0，则𝑣𝑖和𝑣𝑗之间存在

正的一阶相似度，权重越高，两个节点越相似。如果节点之

间没有连接，一阶相似性为0 。
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基本概念

• 二阶相似度
– 二阶相似度描述了一对节点的邻域结构的接近程度。

– 节点 𝑣𝑖和𝑣𝑗之间的二阶相似度定义为：𝑆𝑖和𝑆𝑗之间的相似性。
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二阶相似性
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𝑠6,7 > 0

𝑠5,6 = 0



基本概念

• 网络嵌入
– 给定一个表示为𝐺 = (𝑉, 𝐸)的图，网络嵌入旨在学习映射函

数𝑓: 𝑣𝑖 ⟼ 𝑦𝑖 ∈ ℝ𝑑，其中𝑑 ≪ 𝑉 。函数𝑓的目的是使𝑦𝑖和𝑦𝑗

之间的相似性 保留了 𝑣𝑖和𝑣𝑗 之间定义的相似度度量（这

里SDNE算法只保留一阶和二阶相似度）。

– 这些低维的向量表示使得快速高效的算法设计成为可能，而

不必再去考虑原本的网络结构。
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基本概念

• 自编码器——用于数据降维
– 无监督机器学习算法

– 将 Input 压缩为 Hidden 的部分称为 encoder，将

Hidden 还原为 Input 的部分称为 decoder
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基本概念

• 拉普拉斯特征映射(Laplacian Eigenmaps)——机器

学习降维算法
– 通过平滑项的方式，使得在原始空间中两个相似的节点，在

低维的向量空间中有相近的表示。

– 最小化的目标函数如下:

𝐿1𝑠𝑡 =
1

2
 

𝑖,𝑗=1

𝑛

𝑌𝑖 − 𝑌𝑗 2

2
𝑊𝑖,𝑗 = 𝑡𝑟 𝑌𝑇𝐿𝑌

– 其中𝐿 = 𝐷 −𝑊是图𝐺的Laplacian矩阵, 𝐷 ∈ ℝ𝑛×𝑛是一个

对角矩阵，𝐷𝑖,𝑖 =  𝑗𝑊𝑖,𝑗

– 该优化问题可以转化为 Laplace 矩阵的特征向量计算问题

14M. Belkin,  P. Niyogi,  Laplacian eigenmaps and spectral techniques for embedding and clustering, in: NIPS, 14, 2001, pp. 585–591. 



基本概念

• 机器学习降维算法——拉普拉斯特征映射(Laplacian 

Eigenmaps)

15M. Belkin,  P. Niyogi,  Laplacian eigenmaps and spectral techniques for embedding and clustering, in: NIPS, 14, 2001, pp. 585–591. 

2000 Random data points on the swiss roll 降维到2D
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算法原理
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P 如何对网络进行嵌入

C 基于深度模型

D
网络结构高度非线性；
网络表示需要保留其局部和全局的结构信息；
网络的稀疏性

L KDD 2016



背景简介

• 提出问题

• 解决办法
– 针对网络结构非线性，构建了多层非线性函数深度学习模型

– 针对全局和局部结构保留以及稀疏性问题，同时利用一阶相

似性和二阶相似性学习网络的局部结构信息和全局结构信息。
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算法原理
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T 基于将网络中的节点映射成为低维向量表示

I 输入网络G(V;E)的邻接矩阵S；预训练模型参数

P

For {
1. 对每个节点的邻接矩阵进行编码和解码重构
2. 在每个节点最后一个编码层，加上了和其他节点的

约束条件
3. 最小化损失函数
3. 更新模型

}

O 网络向量表示Y



算法原理

• 算法原理图
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算法原理

• 损失函数

𝐿𝑚𝑖𝑥 = 𝐿2𝑛𝑑 + 𝛼𝐿1𝑠𝑡 + 𝑣𝐿𝑟𝑒𝑔

=  𝑋 − 𝑋 ⊙ 𝐵
𝐹

2
+ 𝛼  

𝑖,𝑗=1

𝑛

𝑠𝑖,𝑗 𝑦𝑖 − 𝑦𝑗 2

2
+ 𝑣𝐿𝑟𝑒𝑔

– 其中Lreg是一个L2范数正则项，用于防止过拟合，其定义

如下：

𝐿𝑟𝑒𝑔 =
1

2
 

𝑘=1

𝐾

𝑊 𝑘
𝐹

2
+  𝑊 𝑘

𝐹

2
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算法原理

• 无监督部分如何提取网络二阶相似度的信息
– 自编码器对输入进行编码，其中每一层的隐含表示计算为：

𝑦𝑖
(1)

= 𝜎𝑊1𝑥𝑖 + 𝑏(1)

𝑦𝑖
(𝑘)

= 𝜎𝑊(𝑘)𝑦𝑖
(𝑘−1)

+ 𝑏(𝑘), 𝑘 = 2,⋯ , 𝐾

– 再用解码器对隐含层表示𝑦𝑖
(𝑘)进行解码重构得到  𝑥𝑖

– 原始自编码器的损失函数定义为：

𝐿 = 

𝑖=1

𝑛

 𝑥𝑖 − 𝑥𝑗 2

2
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算法原理

• 无监督部分如何提取网络二阶相似度的信息
– 根据网络稀疏性，对非0值重构的惩罚重于对０值重构的惩

罚，改进损失函数：

𝐿2𝑛𝑑 =  

𝑖=1

𝑛

 𝑥𝑖 − 𝑥𝑗 ⊙𝑏𝑖 2

2
=  𝑋 − 𝑋 ⊙ 𝐵

𝐹

2

– 其中, ⊙表示哈达马乘积（对应元素相乘）。当𝑠𝑖,𝑗 = 0时, 

𝑏𝑖,𝑗 = 1;当𝑠𝑖,𝑗 > 0时, 𝑏𝑖,𝑗为大于1的超参数。

– 通过自编码器,如果两个节点具有相近的邻接点结构,则在嵌

入后的向量表示空间中距离越近。
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算法原理

• 有监督部分如何提取网络一阶相似度的信息
– 拉普拉斯特征映射（Laplacian Eigenmaps）

𝐿1𝑠𝑡 =  

𝑖,𝑗=1

𝑛

𝑠𝑖,𝑗 𝑦𝑖 − 𝑦𝑗 2

2
= 2𝑡𝑟 𝑌𝑇𝐿𝑌

– 其中𝐿 = 𝐷 − 𝑆, 𝐷 ∈ ℝ𝑛×𝑛是一个对角矩阵，𝐷𝑖,𝑖 =  𝑗 𝑠𝑖,𝑗

– 当两个相似的节点在嵌入空间中被映射到相距很远的位置时

候，增加惩罚项
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算法原理

• 损失函数

𝐿𝑚𝑖𝑥 = 𝐿2𝑛𝑑 + 𝛼𝐿1𝑠𝑡 + 𝑣𝐿𝑟𝑒𝑔

=  𝑋 − 𝑋 ⊙ 𝐵
𝐹

2
+ 𝛼  

𝑖,𝑗=1

𝑛

𝑠𝑖,𝑗 𝑦𝑖 − 𝑦𝑗 2

2
+ 𝑣𝐿𝑟𝑒𝑔

– 其中Lreg是一个L2范数正则项，用于防止过度拟合，其定

义如下：

𝐿𝑟𝑒𝑔 =
1

2
 

𝑘=1

𝐾

𝑊 𝑘
𝐹

2
+  𝑊 𝑘

𝐹

2
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算法原理

• 算法基本步骤和流程图
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开始

通过DBN预训练模
型得到初始化参数

X=S

对X进行自编码得
X^和中间向量

Y=Y(K)

计算损失函数Lmix

计算∂Lmix/∂θ 后
向传播更新参数

判断是否收敛

输入网络G(V;E)和
邻接矩阵S，
参数α 和ν

网络向量表示
Y=Y(K) 

是

否



算法原理

• 数据集：BlogCatalog，Flickr，YouTube，ARXIV 

GR-QC，20-NEWSGROUP

• 对比方法：DeepWalk，LINE，GraRep，Laplacian 

Eigenmaps
– Multi-label Classification
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优劣分析

• 优势
– 之前的模型都为浅层模型, SDNE为深层网络嵌入模型

• 劣势
– 当网络中添加新节点时，如果未观察到新节点与现有节点的

连接，则无法给出新节点的向量表示
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应用总结

• 算法的应用领域
– 节点分类

– 链接预测

– 社区发现

– 推荐系统

• 未来的发展
– 动态网络嵌入
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大成若缺，其用不弊。大盈

若冲，其用不穷。大直若屈。

大巧若拙。大辩若讷。静胜

躁，寒胜热。清静为天下正。

道德经
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